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PROCESAMIENTO DE DATOS MEDIANTE MACHINE LEARNING
DE MATLAB.

RESUMEN

En los tltimos afios se ha evidenciado mucha discusién sobre la inteligencia artificial y lo
que esto significa para nuestra salud, productividad y bienestar. En tal discusién, el
aprendizaje automadtico aparentemente promete salvar vidas, abordar desafios globales
como el cambio climatico y agregar billones de délares a la economia global a través del
aumento de la productividad; Al hacerlo, también cambia fundamentalmente la naturaleza
del trabajo, y configura, o define, las elecciones que las personas toman en la vida
cotidiana. Entre estos extremos, se encuentra una tecnologia potencialmente
transformadora, que trae consigo tanto oportunidades como desafios, y cuyos riesgos y
beneficios se deben navegar a medida que su uso se vuelve mas importante para las

actividades diarias.

El aprendizaje automdtico es la tecnologia que permite a los sistemas aprender
directamente de ejemplos, datos y experiencias. Si el amplio campo de la inteligencia
artificial (IA) es la ciencia de hacer que las maquinas sean inteligentes, entonces el
aprendizaje automdtico es una tecnologia que permite a las computadoras realizar tareas
especificas de manera inteligente, aprendiendo de ejemplos. Por lo tanto, estos sistemas
pueden llevar a cabo procesos complejos aprendiendo de los datos, en lugar de seguir

reglas pre-programadas.

PALABRAS CLAVE: Aprendizaje automatizado, algoritmos inteligentes, Machine
Learning.



DATA PROCESSING USING MATLAB'S MACHINE LEARNING.

ABSTRACT

In recent years there has been much discussion about artificial intelligence and what this
means for our health, productivity and well-being. In such discussion, machine learning
apparently promises to save lives, address global challenges such as climate change, and
add trillions of dollars to the global economy through increasing productivity; while doing
so it also fundamentally changes the nature of work, and shapes, or defines, the choices
people make in everyday life. Between these extremes, there lies a potentially
transformative technology, which brings with it both opportunities and challenges, and
whose risks and benefits need to be navigated as its use becomes more central to everyday

activities.

Machine learning is the technology that allows systems to learn directly from examples,
data, and experience. If the broad field of artificial intelligence (AI) is the science of
making machines smart, then machine learning is a technology that allows computers to
perform specific tasks intelligently, by learning from examples. These systems can
therefore carry out complex processes by learning from data, rather than following pre-

programmed rules.

KEY WORDS: Automated learning, intelligent algorithms, Machine Learning.



INTRODUCCION

El aprendizaje automatico es una rama de la inteligencia artificial que permite a los
sistemas informéticos aprender directamente de ejemplos, datos y experiencias. Al permitir
que las computadoras realicen tareas especificas de manera inteligente, los sistemas de
aprendizaje automdtico pueden llevar a cabo procesos complejos al aprender de los datos,

en lugar de seguir reglas pre-programadas.

Los tltimos afos se han visto avances emocionantes en el aprendizaje automatico, que han
aumentado sus capacidades en un conjunto de aplicaciones. El aumento de la
disponibilidad de datos ha permitido que los sistemas de aprendizaje automatico se
entrenen en una gran cantidad de ejemplos, mientras que el aumento de la capacidad de
procesamiento de la computadora ha respaldado las capacidades analiticas de estos
sistemas. Dentro del propio campo también se han producido avances algoritmicos, que
han dado un mayor poder al aprendizaje automatico. Como resultado de estos avances, los
sistemas que solo hace unos afos funcionaron en niveles notablemente inferiores a los

humanos, ahora pueden superar a los humanos en algunas tareas especificas.

Muchas personas ahora interactiian con sistemas basados en el aprendizaje automatico
todos los dias, por ejemplo, en sistemas de reconocimiento de imédgenes, como los que se
usan en las redes sociales; sistemas de reconocimiento de voz, utilizados por asistentes
personales virtuales. A medida que el campo se desarrolla, el aprendizaje automatico
promete apoyar avances potencialmente transformadores en una variedad de 4reas, y las

oportunidades sociales y econémicas.

A medida que los sistemas de aprendizaje automdtico se vuelven mas omnipresentes, o
significativos en ciertos campos debido al aumento de datos que han proporcionado una

gran cantidad de ejemplos, que los sistemas de aprendizaje automatico pueden utilizar para
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mejorar su rendimiento. A su vez, el aprendizaje automatico puede ayudar a abordar los
beneficios sociales y econémicos que se esperan de los llamados 'big data', y extraer
informacién valiosa a través de andlisis de datos avanzados. Apoyar el desarrollo de esta
funcion para el aprendizaje automatico requiere un entorno de datos adaptable, basado en
estdndares y marcos o comportamientos abiertos para garantizar la disponibilidad de datos

en todos los sectores.
El presente trabajo estd conformado por cuatro capitulos los cuales son:

Capitulo 1: En el primer capitulo podremos observar el planteamiento del problema, asi
como su respectiva linea de investigacién, objetivo general, objetivos especificos y

justificacién del problema.

Capitulo 2: El segundo capitulo estd formado por los conceptos basicos en cuanto al tema

como sus elementos, métodos de aprendizaje y software que se emplearan.

Capitulo 3: En el tercer capitulo podremos apreciar la metodologia descriptiva y
documental que se emple6 para el desarrollo del tema, esta incluye ejemplos, clasificacion

y reconocimiento de datos.

Capitulo 4: En este capitulo se mostraran ejemplos de reconocimiento de imagenes

conjuntamente con el algoritmo y procedimientos que se deben seguir.



CAPITULO 1

PROBLEMA DE INVESTIGACION

1.1 Planteamiento del problema

Los avances en el aprendizaje automdatico y el uso de servicios de internet estin
impulsando el crecimiento de esta tecnologia, algo que muchas personas no conocen
acerca de la inteligencia artificial es el proceso que se dedica a crear lo que se define un
conjunto de datos. Asi es como se entrena el modelo de aprendizaje: practica hacer
predicciones a partir de la informacién en un conjunto de datos y utiliza esa experiencia en
situaciones del mundo real. Parte de por qué el reconocimiento de imagenes es una forma
de inteligencia artificial tan desarrollada y ampliamente utilizada es la forma en que se
desarrollan los conjuntos de datos.

La importancia y la necesidad del procesamiento digital de imagenes se deriva de dos dreas
de aplicacién principales: la primera es la mejora de la informacién grafica para la
interpretacién humana y la segunda el procesamiento de los datos de una escena para una
percepcion auténoma de la mdquina. El procesamiento digital de imdgenes tiene una
amplia gama de aplicaciones, como la deteccién remota, el almacenamiento de imagenes y
datos para la transmisién en aplicaciones comerciales, imdgenes médicas como
procesamiento de rayos X, escaneo ultrasénico, micrografias electrénicas, imagenes de
resonancia magnética, imdgenes de resonancia magnética nuclear, entre otras, imagenes
acusticas, ciencias forenses y automatizacién industrial. Ademads existen las aplicaciones
de imégenes espaciales, estas incluyen el reconocimiento y el andlisis de objetos
contenidos en imdgenes las cuales han sido obtenidas de misiones de sondas de espacio

profundo.



El mercado de reconocimiento de imédgenes se divide en hardware, software y servicios. El
segmento de hardware dominado por teléfonos inteligentes y escéneres puede jugar un

papel muy importante en el crecimiento del mercado de reconocimiento de imagenes.

Segtin datos de la revista Proméxico diariamente se generan 2.5 exabytes de datos o lo que
es lo mismo, 2.5 billones de gigabytes en todo el mundo, este fenémeno se conoce como
Big Data. El Instituto Tecnolégico de Massaéhusetts (MIT) la define como procesamiento
y andlisis de grandes volimenes de informacién, con variedad de ubicaciones de datos, los
cuales requieren de aplicar una alta velocidad de respuesta. Esto conlleva actualmente que
el procesamiento de datos sea mayor, debido a que el coste de almacenamiento de los
mismos se ha vuelto accesible y al mismo tiempo sus algoritmos més sofisticados (Nevela,

2017, pag. 15).

Es aqui donde vemos plasmado el funcionamiento de esta disciplina denominada machine
learning, la cual consiste en convertir una enorme cantidad de datos en informacién y
conocimiento, como su definicién més simple lo menciona, es una drea de las ciencias
computacionales donde la computadora obtiene la destreza de educarse sin la necesidad de
ser explicitamente programadas, es decir que esta sea capaz por si sola de detectar un
reconocimiento de patrones y vinculos que permiten clasificar un conjunto de datos para de
este modo emplear algoritmos que pueden generar descubrimientos importantes sin la
necesidad de que una persona tenga que escribir instrucciones o cédigos de manera
tradicional. Por lo tanto la herramienta de MATLAB es un gran recurso para implementar

el aprendizaje automatico de dltima generacion.

1.2 Linea de investigacion

Procesamiento y andlisis de datos.



1.3 Objetivos

1.2.1 Objetivo general

Estudiar las funciones necesarias para el procesamiento de iméagenes usando técnicas de

Machine Learning de Matlab.

1.2.2 Objetivos especificos

1. Identificar los elementos y modelos del aprendizaje automdtico y su
funcionamiento junto con la inteligencia artificial.

2. Enlistar los ejemplos de aplicaciones comunes con Machine Learning de Matlab.

3. Describir los procesos para el reconocimiento de imdagenes usando técnicas de

Machine Learning de Matlab.

1.3 Justificacion

El aprendizaje automdtico ofrece un valor potencial a las compafiias que intentan
aprovechar Big Data y les ayuda a comprender mejor los cambios en el comportamiento,
las preferencias o la satisfaccién del cliente. Los lideres empresariales estan comenzando a
darse cuenta de que suceden muchas cosas dentro de sus organizaciones y sus industrias

que no se pueden entender a través de una consulta

Por lo tanto, es posible aprovechar los algoritmos y modelos para predecir los resultados en
donde se requieren técnicas de aprendizaje automdtico para mejorar la precision de los
modelos dependiendo de la naturaleza del problema sea este de dmbito comercial,
industrial, medicina entre otros que se esté abordando, existen diferentes enfoques basados

en el tipo y volumen de los datos.



CAPITULO 2

MARCO TEORICO CONCEPTUAL

2.1 Conceptos de Machine Learning

El aprendizaje automdtico es una tecnologia que permite a las computadoras aprender
directamente de ejemplos y experiencias en forma de datos. Los enfoques tradicionales de
programacion se basan en reglas codificadas, que establecen cémo resolver un problema,
paso a paso. A diferencia de los sistemas de aprendizaje automdtico se configuran como
una tarea y se les da una gran cantidad de datos para usar como ejemplos de cémo se puede
lograr esta tarea o para detectar patrones. Luego, el sistema aprende la mejor manera de
lograr la salida deseada. Puede pensarse como una IA: el aprendizaje automatico admite
sistemas inteligentes, que pueden aprender una funcién en particular, dado un conjunto
especifico de datos para aprender.

El Machine Learning es un sub campo de las ciencias de la computacién y una rama de la
inteligencia artificial cuyo objetivo es desarrollar técnicas que permitan a los
computadores aprender, es decir, generalizar comportamientos y conocimientos a partir
de una informacién suministrada en forma de ejemplos (Lantz, 2015)

2.2 Elementos de maquina de aprendizaje

Esta seccién observaremos la nomenclatura clave para el campo del aprendizaje

automatico.
2.2.1 Datos

Todos los métodos de aprendizaje son impulsados por datos. Se utilizan conjuntos de datos
para entrenar el sistema. Estos conjuntos pueden ser recolectados por humanos y usados

para entrenamiento. Los conjuntos pueden ser muy grandes. Los sistemas de control



pueden recopilar datos de los sensores a medida que los sistemas operan y usarlos para
identificar parametros, o capacitar al sistema. Al recopilar datos del entrenamiento, se debe
tener cuidado para garantizar que se comprenda la variacién temporal del sistema. Si la
estructura de un sistema cambia con el tiempo, puede ser necesario descartar los datos

antiguos antes de entrenar el sistema.

2.2.2 Modelos

Los modelos se utilizan a menudo en los sistemas de aprendizaje. Un modelo proporciona
un marco matemadtico para la instruccién. Son de origen humano basados en observaciones
y experiencias humanas. Por ejemplo, un modelo de automévil, visto desde arriba, puede
ser que tiene forma rectangular con dimensiones que se ajustan a un lugar de
estacionamiento estdndar. Los modelos generalmente se consideran basados en
observaciones y experiencias y proporcionan un marco para el aprendizaje automatico. Sin
embargo, algunas formas de aprendizaje automatico desarrollan sus propios modelos sin

una estructura derivada del ser humano.

El concepto adaptacién hace referencia al hecho de que la aplicacién cambia (adapta) su
comportamiento para cada usuario. La adaptacién se puede basar en varios rasgos del
usuario almacenados en el modelo de usuario, o en caracteristicas del entorno como la

localizacién del usuario, la hora, el dispositivo usado, entre otros (Paredes, 2008).

2.2.3 Entrenamiento

Un sistema que asigna una entrada a una salida necesita capacitacion para hacer esto de
una manera ttil. Al igual que las personas deben estar capacitadas para realizar tareas, los
sistemas de aprendizaje automdtico deben capacitarse. La capacitaciéon se realiza al
proporcionar al sistema una entrada y la salida correspondiente y modificar la estructura

(modelos o datos) en la méaquina de aprendizaje para que aprenda el mapeo. En cierto



modo esto es como ajuste de curva o regresién. Si tenemos suficientes pares de

entrenamiento, entonces el sistema deberia ser capaz de producir salidas correctas cuando

se introducen nuevas entradas. Por ejemplo, si le damos a un sistema de reconocimiento

facial miles de imagenes de gatos y le decimos que son gatos, esperamos que cuando se le

den nuevas imdagenes de gatos, también las reconozca como gatos. Pueden surgir

problemas cuando no le das suficientes series de entrenamiento o los datos de

entrenamiento no son lo suficientemente diversos, es decir, no representan la gama

completa de gatos en este ejemplo.

Aprendizaje supervisado
La computadora se presenta con entradas de ejemplo y sus salidas deseadas, dadas
por un experto, y el objetivo es aprender una regla general que asigne entradas a

salidas (Smith, 2017, pag. 12).

Cuando hablamos de aprendizaje supervisado estamos haciendo énfasis a
“conjuntos de datos que se encuentran clasificados y etiquetados” los cuales se los
conoce como ‘“derivados humanos”, es decir son basados en observaciones y
experiencias humanas, por ello requieren supervisién de un experto el mismo que
se encargara de agrupar y categorizar al conjunto de muestra para el entrenamiento,
dicho esto cabe recalcar que no necesariamente una persona debe estar verificando

constantemente los resultados obtenidos.
Para este tipo de supervisién existen dos pasos:

1. El proceso de clasificacion de las salidas del sistema: Este proceso es
empleado cuando existe un conjunto dado de entradas, denominado también

etiquetado. En pocas palabras es donde el experto dice explicitamente que
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resultados son correctos o a su vez los resultados que espera para cada
conjunto de entrada existente.

2. El proceso de entrenamiento de los conjuntos: Este es un aspecto importante
dado que en este transcurso el experto debe asegurarse de proporcionar los
suficientes datos del mundo real a los conjuntos para que el sistema
suministre los resultados correctos, dado esto la informacién es sometida a
un conjunto de pruebas para validar los resultados, si estos no son los
esperados los conjuntos son enviados nuevamente al entrenamiento y se
repite el proceso.

Aprendizaje no supervisado

Las redes con aprendizaje no supervisado (también conocido como auto
supervisado) no requieren influencia externa para ajustar los pesos de las
conexiones entre sus neuronas. La red no recibe ninguna informacién por parte del
entorno que le indique si la salida generada en respuesta a una determinada entrada
es o no correcta. (Matich, 2001, pag. 19)

El aprendizaje no supervisado no utiliza conjuntos de entrenamiento. A menudo se
usa para descubrir patrones en datos para los que no hay una respuesta "correcta”.
Por ejemplo, si usé un aprendizaje no supervisado para entrenar un sistema de
identificacién de rostros, el sistema podria agrupar los datos en conjuntos, algunos
de los cuales podrian ser rostros. Los algoritmos de agrupacién en general son
ejemplos de aprendizaje no supervisado. La ventaja del aprendizaje no supervisado
es que puede aprender cosas sobre los datos que tal vez no sepa de antemano. Es

una forma de encontrar estructuras ocultas en los datos.

1



2017).

Aprendizaje semi supervisado

Con el enfoque semi supervisado, algunos de los datos estdn en forma de conjuntos
de entrenamiento etiquetados y otros no lo estan. De hecho, normalmente solo se
etiqueta una pequefia cantidad de los datos de entrada, mientras que la mayoria no
lo estd, ya que el etiquetado puede ser un proceso intensivo que requiere un
humano experto. El pequefio conjunto de datos etiquetados se aprovecha para
interpretar los datos sin etiquetar.

Aprendizaje en linea

El sistema se actualiza continuamente con nuevos datos. Esto se denomina "en
linea" porque muchos de los sistemas de aprendizaje utilizan datos recopilados en
linea. También podria denominarse "aprendizaje recursivo”. Puede ser beneficioso
para "procesar" periédicamente los datos de procesos utilizados hasta un momento
determinado y luego volver al modo de aprendizaje en linea. Los sistemas de

filtrado de spam de la introduccién utilizan el aprendizaje en linea.

2.2.4 La mdquina de aprendizaje

La méquina absorbe informacién del entorno y se adapta. Tenga en cuenta que las entradas
se pueden separar en aquellas que producen una respuesta inmediata y aquellas que

conducen al aprendizaje. En algunos casos estdn completamente separados.

El objetivo principal es permitir que las computadoras aprendan automdticamente sin

intervencién o asistencia humana y ajustar las acciones en consecuencia. (Venkataraman,

Por ejemplo, en una aeronave, una medida de altitud no se suele usar directamente para el

control. En su lugar, se utiliza para ayudar a seleccionar parametros para las leyes de
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control reales. Los datos requeridos para el aprendizaje y la operacién regular pueden ser
los mismos, pero en algunos casos se necesitardn mediciones o datos separados para que el
aprendizaje tenga lugar. Las mediciones no necesariamente significan datos recopilados
por un sensor como un radar o una camara. Pueden ser datos recopilados por sondeos,
precios del mercado de valores, datos en libros contables o datos recopilados por cualquier
otro medio. El aprendizaje automadtico es entonces el proceso mediante el cual las

mediciones se transforman en parametros para la operacién futura (Ver Figura 1).

Medicién (aprendizaje)

g Aprendizaje

Comportamiento

Pardmetro

Magquina

il L Entorno
Comportamiento

Medida (uso inmediato)

Figura 1: Maquina de aprendizaje que detecta el entorno y almacena datos en la memoria.
Fuente: Recuperado de (Paluszek & Thomas, 2017)

Tenga en cuenta que la mdquina produce salida en forma de acciones. Se puede pasar una
copia de las acciones al sistema de aprendizaje para que pueda separar los efectos de las
acciones de la maquina de los del entorno. Esto es similar a un sistema de control de

avance, que puede resultar en un mejor rendimiento.

13



2.3 Métodos de aprendizaje

2.3.1 Regresion

Este método se utiliza para predecir el valor de un atributo continuo. Consiste en
encontrar la mejor ecuacién que atraviese de forma dptima un conjunto de puntos
(n-dimensiones). Se utiliza cuando la precisién no es critica y el nimero de
variables es pequefio. Ej.: Predecir el precio de una vivienda, dado su tamaiio (Ver

Figura 2).

TAAR0 T SAE

Figura 2: Ejemplo de modelo regresion lineal
Fuente: Adaptado de (Contreras B., 2016)

La regresion es una forma de ajustar los datos a un modelo. Un modelo puede ser
una curva en multiples dimensiones. El proceso de regresién ajusta los datos a la
curva, produciendo un modelo que puede usarse para predecir datos futuros.
Algunos métodos, como la regresién lineal o los minimos cuadrados, son
paramétricos porque se conoce el nimero de pardmetros que deben ajustarse. Un

ejemplo de regresion lineal se muestra en la lista a continuacién (ver Figura 3).
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Este modelo se creé comenzando con la linea y=x y agregando ruido a y. La linea
fue creada usando un ajuste de minimos cuadros a través de la funcién pinv

Pseudoinverse de MATLAB.
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Figura 3: Aprendizaje con regresion lineal.
Fuente: Recuperado de (Paluszek & Thomas, 2017)

2.3.2 Redes Neuronales

Un grupo muy importante de algoritmos para el aprendizaje automético supervisado
y no supervisado son las redes neuronales. Estos se basan en gran parte del
aprendizaje automadtico, y mientras que los modelos simples como la regresion
lineal pueden usarse para hacer predicciones basadas en un pequefio nimero de
caracteristicas de datos, como en el ejemplo de Google con cerveza y vino, las
redes neuronales son ttiles cuando se trata de grandes conjuntos de Datos con
muchas caracteristicas (Heath, 2018).

Una red neuronal es una red disefiada para emular las neuronas en un cerebro
humano. Cada "neurona" tiene un modelo matemdtico para determinar su salida a
partir de su entrada; por ejemplo, si la salida es una funcién escalonada con un
valor de 0 o 1, se puede decir que la neurona estd "disparando" si el estimulo de

entrada da como resultado una salida de 1. Las redes se forman entonces con
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multiples capas de neuronas interconectadas. Las redes neuronales son una forma
de reconocimiento de patrones. La red debe ser entrenada utilizando datos de
muestra, pero no se requiere un modelo a priori. Las redes pueden entrenarse para
estimar la salida de procesos no lineales y la red se convierte en el modelo.

La Figura 4 muestra una red neuronal simple que fluye de izquierda a derecha, con
dos nodos de entrada y un nodo de salida. Hay una capa "oculta” de neuronas en el
medio. Cada nodo tiene un conjunto de pesos numéricos que se ajusta durante el
entrenamiento.

Una red neuronal "profunda" es una red neuronal con multiples capas intermedias
entre la entrada y la salida. Las redes neuronales son un drea activa de

investigacion.

Capa de salida

Capa de entrada

Capa oculta

Figura 4: Una red neuronal con una capa intermedia entre las entradas de la izquierda y la salida de la
derecha.

Fuente: Recuperado de (Paluszek & Thomas, 2017)

2.3.3 Arboles de decisién
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Un arbol de decisiones es un grafico similar a un arbol que se usa para tomar
decisiones. Tiene tres tipos de nodos:

1. Nodos de decision

2. Nodos de azar

3. Nodos finales

Se debe seguir la ruta desde el principio hasta el nodo final. Los drboles de decisién
son féciles de entender e interpretar.

El proceso de decisién es completamente transparente, aunque los arboles de
decisién muy grandes pueden ser dificiles de seguir visualmente. La dificultad es
encontrar un darbol de decisiones 6ptimo para un conjunto de datos de
entrenamiento. Dos tipos de édrboles de decisién son los drboles de clasificacién,
que producen resultados categéricos, y los drboles de regresion, que producen
resultados numéricos.

En la Figura 5 se muestra un ejemplo de un arbol de clasificacion. Esto ayuda a un
empleado a decidir dénde ir para el almuerzo. Este arbol solo tiene nodos de
decision.

Esto podria ser usado por la administracién para predecir dénde podrian encontrar
un empleado a la hora del almuerzo. La decisién es Hambriento, Ocupado y Tener
una Tarjeta de Crédito.

A partir de eso se pudo sintetizar el drbol. Sin embargo, si hubiera otros factores en
la decisién de los empleados, por ejemplo, es el cumpleanos de alguien, lo que
daria lugar a que el empleado fuera a un restaurante, entonces el arbol no seria

exacto.
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i '
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Figura 5: Arbol de clasificacion.
Fuente: Recuperado de (Paluszek & Thomas, 2017).

2.3.4 Sistemas Expertos

Un sistema utiliza una base de conocimientos para razonar y presentar al usuario un
resultado y una explicacion de cémo llegé a ese resultado. Los sistemas expertos
también se conocen como sistemas basados en el conocimiento. El proceso de
creacion de un sistema experto se denomina “ingenieria del conocimiento”. Esto
involucra a un ingeniero del conocimiento, alguien que sabe cémo construir el
sistema experto, entrevistando a expertos para obtener el conocimiento necesario
para construir el sistema. Algunos sistemas pueden inducir reglas a partir de datos,

acelerando el proceso de adquisicién de datos.
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Una ventaja de los sistemas expertos sobre los expertos humanos es que el
conocimiento de miiltiples expertos puede incorporarse a la base de datos. Otra
ventaja es que el sistema puede explicar el proceso en detalle para que el usuario
sepa exactamente cémo se generd el resultado. Incluso un experto en un dominio
puede olvidarse de verificar ciertas cosas. Un sistema experto siempre verificara
metédicamente su base de datos completa. Tampoco se ve afectado por la fatiga o
las emociones.

La adquisiciéon de conocimiento es un importante cuello de botella en la
construccion de sistemas expertos. Otro problema es que el sistema no puede
extrapolar mas alla de lo programado en la base de datos. Se debe tener cuidado con
el uso de un sistema experto, ya que generara respuestas definitivas para los
problemas en los que existe incertidumbre. La facilidad de explicacién es
importante porque alguien con conocimiento de dominio puede juzgar los
resultados de la explicacion.

En los casos en los que se debe considerar la incertidumbre, se recomienda un
sistema experto probabilistico. Una red bayesiana puede ser utilizada como un
sistema experto. Una red bayesiana también se conoce como una red de creencias.
Es un modelo grafico probabilistico que representa un conjunto de variables

aleatorias y sus dependencias.
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2.4 Software para Machine Learning
MATLAB es un software matemadtico el cual permite realizar graficas en base a los
célculos y andlisis de datos.
MATLAB tiene muchas herramientas especificamente destinadas para Machine Learning
que seran alistadas a continuacion:

* Herramientas de Estadisticas y Aprendizaje Automdtico

» Herramientas para red neuronal

* Herramientas para sistema de vision artificial

» Herramientas para sistemas de identificacion

Herramientas de estadisticas vy aprendizaje automatico

Facilitan métodos de analisis de datos para patrones a partir de enormes cantidades de
datos. Las funciones de las herramientas se pueden dividir ampliamente en
herramientas de clasificacién, herramientas de regresién y herramientas de agrupacién
en cluasteres (The MathWorks,Inc, 2018).

Herramientas de red neuronal

Proveen funciones para crear, entrenar y simular redes neuronales. Ademas incluyen
redes neuronales convolucionales y redes de aprendizaje profundo (Paluszek &
Thomas, 2017).

Herramientas del sistema de visién artificial

Tiene un amplio soporte para el procesamiento de video, pero también incluye
funciones para la deteccidn, extraccién de caracteristicas, es compatible con la visién
tridimensional (3D), ademds permite procesar informacién desde cdmaras estéreo (The

MathWorks,Inc, 2018).
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CAPITULO 3

METODOLOGIA

Metodologia de la Investigacién, es una herramienta en el campo de la investigacion, que
por su estructura y contenidos abordan los elementos basicos que guian un proyecto de
manera metodolégica y didactica. Desde siempre, el hombre ha tenido por naturaleza la
curiosidad y necesidad de conocer, entender y explicar el pasado, presente de su mundo
vida, es decir, de los fenémenos naturales y sociales que lo rodean y producen. El primer
contacto con el mundo se da por la sensacién, percepcion e intuicién, para después pasar al
juicio y la razén producto de la experiencia cotidiana o conocimiento teérico con el fin de
entenderlas (SEMAR, 2005).

Es por ello que en nuestra investigacion se emplearan las siguientes metodologias.

3.1 Metodologia descriptiva

Los estudios descriptivos buscan especificar las propiedades, las caracteristicas y los
perfiles de personas, grupos, comunidades, procesos, objetos o cualquier otro fenémeno
que se someta a un andlisis. Es decir, tinicamente pretenden medir o recoger informacion
de manera independiente o conjunta sobre los conceptos o las variables a las que se
refieren, esto es, su objetivo no es indicar cémo se relacionan éstas (Hernandez, Fernandez,
& Baptista, 2010).

Tienen como objetivo indagar la incidencia y los valores en que se manifiesta una o mas
variables (dentro del enfoque cuantitativo) o proporciona una visién de una comunidad, un
fenémeno o una situacién (describir como su nombre lo indica dentro del enfoque

cuantitativo) (Gémez M. , 2006, pag. 103).
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3.2 Metodologia documental

Es el método investigativo basado en la revision de textos, articulos, bibliografias, videos,
peliculas entre otros ya existentes sobre un tema y que pueden ser utilizadas para dar inicio
o traer a flote un tema ya tratado. Alli se puede encontrar una investigacién histérica hecha
ya sobre el tema de interés ( Restrepo Garcia, s.f).

Desde el punto de vista de su evolucién histérica, la investigacion documental, tal como
habia sido definida, constituyé una serie de métodos y técnicas que los trabajadores en
informacion descubrieron y perfeccionaron a lo largo de la historia con el propésito de
ofrecer informacién a la sociedad (Tancara Q. , s.f, pag. 92).

3.3 Ejemplos de aplicaciones comunes con Machine Learning en MATLAB

Presentamos cinco tipos de algoritmos de aprendizaje automatico. En cada caso mostramos

un algoritmo simple para lograr los resultados deseados.
1. Lectura de cédigo postales

Este ejemplo utilizard una red neuronal para clasificar los digitos. La clasificacién de
digitos es uno de los usos mas antiguos del aprendizaje automatico. La Oficina de Correos
de EE. UU. Introdujo la lectura de cédigos postales afios antes de que el aprendizaje
automadtico comenzara a aparecer en las portadas de todos los periddicos. Los lectores de
digitos anteriores requerian letras mayusculas escritas en puntos bien definidos en un
formulario. La lectura de digitos en cualquier sobre es un ejemplo de aprendizaje en un

entorno no estructurado.
2. Reconocimiento facial

El reconocimiento facial estd disponible en casi todas las aplicaciones de fotos. Muchos
sitios de redes sociales, como Facebook y Google Plus, también utilizan el reconocimiento

facial. Las camaras tienen un reconocimiento facial incorporado, aunque no una
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identificacién, para ayudar a enfocar cuando se toman retratos. Nuestro objetivo es

conseguir que el algoritmo coincida con las caras, no clasificarlas.

El reconocimiento facial es un subconjunto del reconocimiento general de imégenes.
Nuestro ejemplo de reconocimiento facial funciona dentro de un entorno estructurado.
Todas las imagenes se toman desde el frente y la imagen solo muestra la cabeza. Esto hace

que el problema sea mucho mas fécil de resolver.

3. Clasificacion de datos

Este ejemplo utiliza un arbol de decisidn para clasificar los datos. La clasificacién de datos
es una de las dreas mads utilizadas del aprendizaje automatico. En este ejemplo, asumimos
que dos puntos de datos son suficientes para clasificar una muestra y determinar a qué
grupo pertenece. Tenemos un conjunto de capacitacién de puntos de datos conocidos con
membresia en uno de tres grupos. Luego, utilizamos un drbol de decisiones para clasificar

los datos. Presentaremos una pantalla gréfica para facilitar la comprensién del proceso.

Con cualquier algoritmo de aprendizaje, es importante saber por qué el algoritmo tomé su
decisién. Los graficos pueden ayudarlo a explorar grandes conjuntos de datos cuando las

columnas de nimeros no son muy titiles.
4. Prevision anticipada de los tiempos de parada de la maquina y de la planta

Las méquinas modernas y las instalaciones de produccién a menudo tienen una vida titil de
20 afios o mdas. Durante este tiempo, normalmente operan las 24 horas del dia y los siete
dias de la semana. Cualquier interrupcién no programada para trabajos de mantenimiento o

reparacién cuesta dinero y reduce el rendimiento del sistema o de la méaquina.
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Figura 6: Ejemplo de mantenimiento predictivo para maquinaria de impresion (andlisis de vibraciones).
Fuente: Recuperado de (The MathWorks,Inc, 2018).

El uso de MATLAB para el desarrollo de funciones para el mantenimiento predictivo

garantiza que el usuario pueda recopilar y evaluar los datos adquiridos desde la maquina.

5. Deteccién de objetos en la visién por ordenador.

La deteccion de objetos es el proceso de encontrar instancias de objetos del mundo real,
como caras, bicicletas y edificios en imdgenes o videos. Los algoritmos de deteccion de
objetos suelen utilizar caracteristicas extraidas y algoritmos de aprendizaje para reconocer
instancias de una categoria de objetos. Se usa cominmente en aplicaciones como los
sistemas de recuperacién de imagenes, seguridad, vigilancia y asistencia avanzada para el

conductor (ADAS).
Puedes detectar objetos usando una variedad de modelos, incluyendo:

* Deteccién profunda de objetos de aprendizaje.

* Deteccién de objetos basada en caracteristicas
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Figura 7: Detectando un objeto de referencia (izquierda) en una escena desordenada (derecha) usando la
funcién de extraccién y comparacién. RANSAC se utiliza para estimar la ubicacién del objeto en la imagen
de prueba.

Fuente: Recuperado de (The MathWorks,Inc, 2018).

En este capitulo hemos observado los cinco tipos de aprendizaje automatico referente a
machine learning, recordemos que cada uno de ellos nos brindara resultados esperados en
cuanto a la clasificacién de los conjuntos. El tipo de aprendizaje automadtico en el cual nos
vamos a centrar es el quinto: Deteccién de objetos en la visién por ordenador, a
continuacién se verd mds al detalle conjuntamente con ejemplos que se encontraran en el
cuarto capitulo.

3.4 Proceso para el reconocimiento de objetos

Goémez (2015) En base al enfoque estiandar de Machine Learning, al abordar un problema
de reconocimiento de objetos se sigue un proceso basico de cinco pasos como se muestra

en la Figura 8 (p. 2).
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Figura 8: Procesos bésicos en el reconocimiento de objetos.
Fuente: www.tamps.cinvestav.mx/~wgomez/toptamps/tutorial.pdf

Adquisicién de la imagen: Para la recopilacion de imagenes se puede utilizar la base de
datos organizada de ImageNet o directamente del Smartphone.
Pre-procesamiento: Existen una gran variedad de procedimientos que permiten, a partir

de una imagen, obtener otra modificada como se muestra en la figura 9 a esto se lo conoce

como técnicas de filtrado.

¥

A

3

L=

Figura 9: Imégenes de gatos en escalas grises
Fuente: (Paluszek & Thomas, 2017).

Algunas de estas técnicas estan incluidas en el paquete de Image Processing ToolBox de
Matlab que consta de un conjunto completo de algoritmos, funciones y aplicaciones
dedicados el procesamiento, el andlisis y la visualizacién de imdgenes, lo cual permite
mejorar imégenes, reduccién de ruido, transformaciones geométricas y registro de

imagenes (Gimenez , Alemany M, & Monsoriu, 2016, pag. 2).
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Segmentaciéon: Una vez cambiada la imagen a “escala de grises” y posteriormente de ser
filtrada se procede hacer la binarizacién. Esto representa al proceso que transforma una
imagen que estd en escala de grises a una imagen en dos colores: blanco y negro por medio
de las funciones im2bw y graythresh, contenidas en Image Processing Toolbox de
MATLAB.

Por tltimo, en la tarea de segmentacién, conocida también como segmentacién semadntica,
la salida de la red debe ser una mascara del mismo tamafo que la imagen original, donde el
valor de cada pixel representa la clase a la que pertenece esa porcién de la imagen (Garcia ,
2017, pag. 5).

Extraccién de rasgos: Finalmente se obtienen las caracteristicas mds significativas que
permiten diferenciar los objetos a clasificar, los cuales describen la forma en que se
distribuyen los pixeles de un objeto sobre el plano de la imagen. Esto se lo realiza con el

algoritmo de extraccién de caracteristicas HOG con un modelo SVM.

Clasificacion de Objetos:

En la extraccién de rasgos, un objeto es caracterizado mediante un vector que contiene
caracteristicas, denominado patrén, el cual estd asociado a su etiqueta de clase, que indica
la pertenencia a un tipo de objeto en especifico entre diferentes clases de objetos (Gimenez
, Alemany M, & Monsoriu, 2016).

Esta clasificacién de objetos se lo realiza mediante el algoritmo KNN (k vecinos mas
cercanos) o Modelos bag-of-words.

Algunas de estas técnicas estan incluidas en el paquete de Image Processing ToolBox de
Matlab que consta de un conjunto completo de algoritmos, funciones y aplicaciones
dedicados el procesamiento, el andlisis y la visualizacion de imagenes, lo cual permite
mejorar imdgenes, reduccion de ruido, transformaciones geométricas y registro de

imagenes (Gimenez , Alemany M, & Monsoriu, 2016).
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CAPITULO 4

DESARROLLO DEL TEMA

El reconocimiento de objetos es una técnica de vision artificial para encontrar e identificar

objetos sean estos en una imagen o video (The MathWorks,Inc, 2018).

Para las personas, reconocer objetos en imdgenes se lo realiza con absoluta facilidad,

inclusive si los objetos sufren variaciones de forma, tamafio, localizacién, color, textura,

brillo o estdn parcialmente obstruidos. Por ejemplo, en la Figura 10 se muestran varias

imagenes en las cuales identificamos ‘gatos’. Entonces, ;Como un computador puede

identificar que son gatos y no otro objeto? ;Qué caracteristicas las identifican y las

hacen unicas?

v 9
v

)

Algoritmo de
reconocimiento
de Objetos

S

GATO

NO ES UN GATO

Figura 10: Utilizacion del reconocimiento de objetos mediante imagenes.

Fuente: (Paluszek & Thomas, 2017).

En consecuencia para que un computador pueda reconocer una serie de fotografias, se

pueden adoptar diversos enfoques en cuanto al reconocimiento de objetos. En
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consecuencia para que un computador pueda reconocer una serie de fotografias, se pueden
adoptar diversos enfoques en cuanto al reconocimiento de objetos, por lo cual la
posibilidad de probar distintos algoritmos para llevarlas a cabo se las describira en los
siguientes ejemplos.

EJEMPLO 1:

DETECCION DE OBJETOS EN ESCENARIOS DESORDENADOS MEDIANTE
LA FUNCION DE PUNTOS DE COINCIDENCIA.

Este ejemplo muestra un algoritmo para la deteccion de un objeto especifico basado en la
biisqueda de correspondencias de puntos entre la referencia y la imagen de destino. Puede

detectar objetos a pesar de un cambio de escala o rotacion en el plano.

Para la deteccién de objetos especifico basado en la biisqueda de correspondencias de

puntos considerar los siguientes cinco pasos:
1) Leer imagenes

Como se observa en la Figura, para leer y mostrar la imagen de referencia que contiene el

objeto se utiliza el siguiente fragmento de cédigo.

boxImage = imread (imagenMuestra.jpg’);
figure;

imshow (boxImage);

title('Imagen de una Caja);

STAPLE

REMOVER |

Figura 11: Imagen de referencia.
Fuente: https://la.mathworks.com/help/vision/examples/object-detection-in-a-cluttered-scene-using-point-

feature-matching.html.
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Repetimos el fragmento de cédigo con una variable y nombre diferente para leer la imagen
de destino que contiene una escena de desorden como se observa en la figura 12

scenelmage = imread('escritorioDesordenado.jpg’);
figure;

imshow (scenelmage);

title('Imagen de una escena Desordenada’);

Figura 12: Imagen de destino en una escena desordenada.

Fuente: https://la.mathworks.com/help/vision/examples/object-detection-in-a-cluttered-scene-using-point-
feature-matching. html.

2) Detectar puntos de caracteristicas

Con la lectura previamente de la imagen ahora se debe detectar los puntos caracteristicos

en ambas imagenes.

boxPoints = detectSURFFeatures(boxImage);
scenePoints = detectSURFFeatures(scenelmage);

Ahora se necesita visualizar los puntos mas relevantes encontrados en la imagen como se

muestra en la Figura 14.

figure;

imshow (boxImage);

title('100 Strongest Feature Points from Box Image’);
hold on;

plot(selectStrongest(boxPoints, 100));
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Figural3: Puntos de caracteristicas mas relevantes de la imagen de la caja
Fuente: https://la.mathworks.com/help/vision/examples/object-detection-in-a-cluttered-scene-using-point-

feature-matching.html.

Se procede hacer lo mismo para poder visualizar los puntos mas relevantes de la

caracteristica encontrados en la imagen destino.

figure;

imshow (scenelmage);

title('300 Strongest Feature Points from Scene Image’);
hold on;

plot(selectStrongest(scenePoints, 300));

Figural4: Puntos de caracteristicas mas relevantes de la imagen destino

Fuente: https://la.mathworks.com/help/vision/examples/object-detection-in-a-cluttered-scene-using-point-
feature-matching.html
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3) Extraer descriptores de la funcién

Para extraer los puntos de las caracteristicas detectados en ambas imégenes se realiza lo
siguiente:

[boxFeatures, boxPoints] = extractFeatures(boxImage, boxPoints);
[sceneFeatures, scenePoints| = extractFeatures(scenelmage, scenePoints);

4) Encontrar supuestos puntos

En cuanto a la coincidencia de las caracteristicas se debe utilizar sus descriptores.

boxPairs = matchFeatures (boxFeatures, sceneFeatures);

En la figura 15 se puede observar los puntos supuestamente coincidentes.

matchedBoxPoints = boxPoints(boxPairs(:, 1), 3);

matchedScenePoints = scenePoints(boxPairs(:, 2), 3);

figure;

showMatchedFeatures(boxImage, sceneImage, matchedBoxPoints, matchedScenePoints,
'montage’);

title('Putatively Matched Points (Including Outliers)');

Figura 15: Puntos supuestamente coincidentes (incluidos los valores atipicos).

Fuente: https://la.mathworks.com/help/vision/examples/object-detection-in-a-cluttered-scene-using-point-

feature-matching.html.
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5) Localizar el objeto en la escena usando las supuestas coincidencias

Con la funcién estimateGeometricTransform se calcula la transformacién sobre los puntos
coincidentes, eliminando valores atipicos como se observa en la figura 16. Esta

transformacion nos permite localizar el objeto en la escena.

[tform, inlierBoxPoints, inlierScenePoints] = ...
estimateGeometricTransform(matchedBoxPoints, matchedScenePoints, 'affine’);

figure;

showMatchedFeatures(boxImage, scenelmage, inlierBoxPoints, ...
inlierScenePoints, ‘montage’);

title('Matched Points (Inliers Only)');

Figura 16: Transformacién sobre los puntos de coincidencia sin valores atipicos.

Fuente: https://la.mathworks.com/help/vision/examples/object-detection-in-a-cluttered-scene-using-point-

feature-matching.html.

Ahora se requiere obtener el poligono final de la imagen de referencia para después
convertirlo en el sistema de coordenadas de la imagen de destino. Esto nos indica la

ubicacién del objeto en la escena.

boxPolygon = [1, 1;...
size(boxImage, 2), 1;...
size(boxImage, 2), size(boxImage, 1);...
1, size(boxImage, 1);...
1,1];
newBoxPolygon = transformPointsForward (tform, boxPolygon);
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Finalmente podemos observar los resultados obtenidos en la figura 17 en donde se muestra

el objeto detectado.

figure;

imshow (sceneIlmage);

hold on;

line(newBoxPolygon(:, 1), newBoxPolygon(:, 2), '‘Color’, 'y);
title('Detected Box));

STAPLE

4 REMOVER

Figural7: Objeto detectado
Fuente: https://la.mathworks.com/help/vision/examples/object-detection-in-a-cluttered-scene-using-

point-feature-matching.html.

EJEMPLO 2:
CLASIFICACION DE DIGITOS USANDO CARACTERISTICAS HOG
En este ejemplo mostraremos cémo clasificar los digitos mediante las funciones HOG y un

clasificador SVM multiclase.

La clasificacién de objetos es una tarea importante en muchas aplicaciones de vision

artificial, incluida la vigilancia, la seguridad automotriz y la recuperacién de imagenes. Por
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ejemplo, en una aplicacién de seguridad automotriz, es posible que deba clasificar los
objetos cercanos como peatones o vehiculos. Independientemente del tipo de objeto que se

clasifique, el procedimiento basico para crear un clasificador de objetos es:

* Adquiera un conjunto de datos etiquetados con imagenes del objeto deseado.

* Particién del conjunto de datos en un conjunto de entrenamiento y un conjunto de

prueba.

* Entrena al clasificador utilizando las caracteristicas extraidas del conjunto de

entrenamiento.
* Pruebe el clasificador utilizando caracteristicas extraidas del conjunto de pruebas.

Para ilustrar, este ejemplo muestra cémo clasificar los digitos numéricos usando las
caracteristicas HOG (Histograma de Gradiente Orientado) y un clasificador SVL (Méquina
de vectores de soporte) multiclase. Este tipo de clasificacion se usa a menudo en muchas

aplicaciones de reconocimiento 6ptico de caracteres (OCR).

El ejemplo utiliza la funcién fitcecoc de las herramientas de estadistica y aprendizaje
automdtico y la funcién extractHOGFeatures que pertenecen a las herramientas de vision

artificial.

Conjunto de datos de digitos

Las imdagenes de digitos sintéticos se utilizan para el entrenamiento. Cada una de las
imdgenes de entrenamiento contiene un digito rodeado por otros digitos, que imita la forma
en que los digitos se ven juntos. El uso de imagenes sintéticas es conveniente y permite la
creaciéon de una variedad de ejemplos de entrenamiento sin tener que recopilarlos

manualmente. Para las pruebas, los escaneos de digitos escritos a mano se usan para
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validar qué tan bien se desempena el clasificador en datos que son diferentes a los datos de
entrenamiento. Aunque este no es el conjunto de datos mds representativo, hay suficientes

datos para entrenar y probar un clasificador y mostrar la viabilidad del enfoque.

% Cargar datos de entrenamiento y prueba usando | imageDatastore |.
syntheticDir = fullfile(toolboxdir('vision'), 'visiondata','digits','synthetic');
handwrittenDir = fullfile(toolboxdir('vision), 'visiondata','digits', handwritten');

% | imageDatastore | escanea recursivamente el arbol de directorios que contiene el

% de imagenes. Los nombres de las carpetas se utilizan automaticamente como etiquetas
para cada imagen.

trainingSet = imageDatastore (syntheticDir, 'IncludeSubfolders’, true, 'LabelSource’,
'foldernames);

testSet = imageDatastore(handwrittenDir, 'IncludeSubfolders', true, 'LabelSource’,
'foldernames’);

Utilizamos countEachLabel para tabular el nimero de imagenes asociadas con cada
etiqueta. En este ejemplo, el conjunto de entrenamiento consta de 101 imdgenes para cada

uno de los 10 digitos. El conjunto de prueba consta de 12 imagenes por digito.

countEachLabel (trainingSet) countEachLabel (testSet)
ans=10xZ2 table ans=10x2 table
Label Count Label Count
0 101 0 12
1 101 1 12
2 101 2 12
3 101 3 12
4 101 4 12
5 101 5 12
6 101 6 12
7 101 i 12
8 101 8 12
9 101 9 12

La siguiente imagen Muestra algunas de las imdgenes de entrenamiento y prueba.
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figure;

subplot(2,3,1);
imshow (trainingSet.Files{102});

subplot(2,3,2);
imshow (trainingSet.Files{304});

subplot(2,3,3);
imshow (trainingSet.Files{809});

subplot(2,3,4);
imshow (testSet.Files{13});

subplot(2,3,5);
imshow (testSet.Files{37});

subplot(2,3,6);
imshow (testSet.Files{97});

oF

i

Y

Figura 13: Imégenes de entrenamiento y prueba
Fuente: https://la.mathworks.com/help/vision/examples/digit-classification-using-hog-features.html

Antes de entrenar y probar un clasificador, se aplica un paso de pre procesamiento para
eliminar los artefactos de ruido introducidos al recopilar las muestras de imégenes. Esto
proporciona mejores vectores de caracteristicas para entrenar al clasificador.

% Mostrar resultados de preprocesamiento

exTestImage = readimage (testSet, 37);
processingIlmage = imbinarize (rgb2gray (exTestImage));
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figura;

subparcela (1,2,1)
imshow (exTestImage)

subparcela (1,2,2)
imshow (processinglmage)

Figura 14: Resultados del procesamiento
Fuente: https://la.mathworks.com/help/vision/examples/digit-classification-using-hog-features.html

Usando las caracteristicas de HOG
Los datos utilizados para entrenar al clasificador son vectores de caracteristicas HOG
extraidos de las imagenes de entrenamiento. Por lo tanto, es importante asegurarse de que
el vector de caracteristicas HOG codifique la cantidad correcta de informacién sobre el
objeto. La extractHOGFeaturesfuncién devuelve una salida de visualizacién que puede
ayudar a formar cierta intuicién sobre qué significa exactamente la "cantidad correcta de
informacion". Al variar el pardmetro de tamafio de celda HOG y visualizar el resultado,
puede ver el efecto que tiene el parametro de tamafio de celda en la cantidad de

informacion de forma codificada en el vector de caracteristicas:

img = readimage (trainingSet, 206);

% Extract caracteristicas HOG y visualizacion HOG

[hog 2x2, vis2x2] = extractHOGFeatures (img, 'CellSize', [2 2]);
[hog_4x4, vis4x4] = extractHOGFeatures (img, 'CellSize', [4 4]);
[hog_8x8, vis8x8] = extractHOGFeatures (img, 'CellSize', [8 8]);
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% Muestra la imagen original
figura;
subparcela (2,3,1: 3); imshow (img);

% Visualiza las caracteristicas de HOG

subparcela (2,3,4);

parcela (vis2x2);

title ({ 'CellSize = [2 2] ; [ 'Length =" num2str (length (hog 2x2))]});

subtrama (2,3,5);

parcela (vis4x4);

title ({ 'CellSize = [4 4]"; [ 'Length ="' num2str (length (hog_4x4))]});
subparcela (2,3,6);

parcela (vis8x8);

title ({ 'CellSize = [8 8]"; [ 'Length =' num2str (length (hog_8x8))]});

CellSize = [2 2] CeliSize = [4 4] CeliSize = [8 8]
Length = 1764 Length = 324 Length = 36
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Figura 15: Visualizacién del entrenamiento
Fuente: https://la.mathworks.com/help/vision/examples/digit-classification-using-hog-features.html

La visualizacién muestra que un tamafo de celda de [8 8] no codifica mucha informacién
de forma, mientras que un tamafo de celda de [2 2] codifica una gran cantidad de
informacion de forma, pero aumenta significativamente la dimensionalidad del vector de
caracteristicas HOG. Un buen compromiso es un tamaiio de celda de 4 por 4. Esta

configuraciéon de tamafio codifica suficiente informacién espacial para identificar
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visualmente la forma de un digito y limitar el nimero de dimensiones en el vector de
caracteristicas HOG, lo que ayuda a acelerar el entrenamiento. En la practica, los
parametros HOG deben variarse con el entrenamiento y las pruebas repetidas del
clasificador para identificar la configuracién de pardmetros 6ptima.

tamano de celda = [4 4];

hogFeatureSize = longitud (hog_4x4);

Entrena a un clasificador de digitos

La clasificacién de digitos es un problema de clasificacion multiclase, en el que debe
clasificar una imagen en una de las diez posibles clases de digitos. En este ejemplo,
la fitcecocfuncién de Statistics and Machine Learning Toolbox se utiliza para crear un

clasificador multiclase utilizando SVM binarios.

Comenzamos por extraer las caracteristicas HOG del conjunto de entrenamiento. Estas

caracteristicas serdn utilizadas para entrenar al clasificador.

(874

7% Recorra el entrenamiento Ajuste y extraiga las caracteristicas HOG de cada imagen. Se
utilizard un % de procedimiento similar para extraer caracteristicas del testSet.

numImages = numel (trainingSet.Files);
trainingFeatures = ceros (numImages, hogFeatureSize, 'single');

para i = 1: numImages
img = readimage (trainingSet, i);

img = rgh2gray (img);

% De aplicacién de pasos de pre-procesamiento.
img = imbinarize (img);

trainingFeatures (i, :) = extractHOGFeatures (img, 'CellSize', cellSize);
fin

% Obtener etiquetas para cada imagen.
trainingLabels = trainingSet.Labels;
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A continuacion, entrena un clasificador usando las caracteristicas extraidas.

% fitcecoc usa estudiantes de SVM y un esquema de codificacion 'Uno contra uno'.
clasificador = fitcecoc (trainingFeatures, traininglabels);

Evaluacién del clasificador de digitos

Evaluamos el clasificador de digitos utilizando imagenes del conjunto de prueba y genere

una matriz de confusion para cuantificar la precisién del clasificador.

Como en el paso de entrenamiento, primero extraiga las caracteristicas HOG de las
iméagenes de prueba. Estas caracteristicas se utilizardn para hacer predicciones utilizando el

clasificador entrenado.

% Extraer caracteristicas HOG del conjunto de prueba. El procedimiento es similar a lo
que

% se mostré anteriormente y se encapsula como una funcién auxiliar para la brevedad.
[testFeatures, testLabels] = helperExtractHOGFeaturesFromImageSet (testSet,
hogFeatureSize, cellSize);

% Haz predicciones de clase usando las caracteristicas de prueba.
predictedLabels = predict (clasificador, testFeatures);

% Tabular los resultados utilizando una matriz de confusién.
confMat = confusionmat (testLabels, predictedLabels);

helperDisplayConfusionMatrix (confMat)

Digito [0123456789

1]0.000.75 0.00 0.00 0.08 0.00 0.00 0.08 0.08 0.00
210.000.00 0.67 0.17 0.00 0.00 0.08 0.00 0.00 0.08
3/0.00 0.00 0.00 0.58 0.00 0.00 0.33 0.00 0.00 0.08
410.00 0.08 0.00 0.17 0.75 0.00 0.00 0.00 0.00 0.00
5]0.00 0.00 0.00 0.00 0.00 0.33 0.58 0.00 0.08 0.00
6|0.00 0.00 0.00 0.00 0.25 0.00 0.67 0.00 0.08 0.00
710.000.08 0.08 0.33 0.00 0.00 0.17 0.25 0.00 0.08
810.00 0.00 0.00 0.08 0.00 0.00 0.00 0.08 0.67 0.17
9/0.000.08 0.00 0.25 0.17 0.00 0.08 0.00 0.00 0.42
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La matriz de confusién en forma de porcentaje. Las columnas de la matriz representan las
etiquetas predichas, mientras que las filas representan las etiquetas conocidas. Para este
conjunto de pruebas, el digito 0 a menudo se clasifica erréneamente como 6,
probablemente debido a sus formas similares. Se ven errores similares para 9 y 3. La
capacitaciéon con un conjunto de datos mads representativos como MNIST o SVHN, que
contiene miles de caracteres escritos a mano, es probable que produzca un mejor

clasificador en comparacién con el creado con estos datos sintéticos conjunto.
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CONCLUSIONES

En base a las bibliografias analizadas se concluye que las maquinas tienen la capacidad de
aprender de los datos por medio de algoritmos de Machine Learning, ademds pueden
adoptar nuevos conocimientos para generar predicciones.
Por lo cual los enfoques del aprendizaje automdtico han otorgado a los sistemas
informdticos habilidades totalmente nuevas, esta innovadora tecnologia de vanguardia es
ahora la fuerza impulsora de innumerables industrias por ello:
o FEl aprendizaje automadtico se utiliza para manejar datos multidimensionales y de
multiples variedades en entornos dindmicos.
¢ Procesamiento rapido y predicciones en tiempo real
» Proporciona una calidad continua con entornos de procesos grandes y complejos.
Sin embargo Machine Learning no sélo es aplicable para el campo industrial su enfoque va
mucho mdés alla por tal razén posee aplicaciones en casi todos los demdas campos de
estudio.
Los criterios de validacién para un algoritmo de aprendizaje automatico son simples, pero
se deben tener en cuenta numerosos factores como:
e /Qué algoritmo se adaptan mejor al problema o los datos?
e ;Qué caracteristicas deben incluirse?
e /Se pueden limpiar, transformar o refinar los datos para exponer mejor los
elementos clave al modelo?
» (Cémo deben configurarse o ajustarse los parametros del algoritmo para un
rendimiento 6ptimo?
Haciendo estos cuestionamientos a nuestro enfoque seleccionado que fue el

Reconocimiento de Objetos, esto se debe a que muchas de las dltimas innovaciones
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tecnoldgicas dependen del reconocimiento de imdgenes debido a que los algoritmos se
vuelven mas inteligentes con el tiempo.

En este método se debe considerar que las imdagenes son sometidas a un proceso de
preparacién a través de diferentes algoritmos en donde a partir de una imagen, obtener otra
modificada por consiguiente se pueden eliminar las partes dafiadas o quitar el exceso de
iluminacién, cambiar su tamafio para que su peso sea menor, transformar a escalas grises

conocido todo este proceso permite el reconocimiento de los objetos en la imagen.

44



REFERENCIAS BIBLIOGRAFICAS

Restrepo Garcia, L. (s.f). Aprende en linea. Obtenido de Aprende en linea:
http://aprendeenlinea.udea.edu.co/lIms/moodle/file.php/658/Glosario_Invest_Docu
mental_final_-_Lina_Rpo.pdf

Contreras B., F. A. (Mayo de 2016). SUNQU. Obtenido de SUNQU:
https://www.zemsania.com/recursos-
zemsania/whitepapers/DTS/Machine_learning.pdf

Garcia , G. (Julio de 2017). Deep Learning en segmentacion de imagen medica. Valencia.

Gimenez , J., Alemany M, & Monsoriu, E. (2016). Aplicacion de la convolucion de
matrices al filtrado de imagenes. Modelling in Science Education and Learning ,
12.

Gomez, M. (2006). Introduccion a la metodologia de la investigacion cientifica. Cérdoba:
editorial Brujas.

Gomez, W. (03 de Junio de 2015). CINVESTAV-LTI. Obtenido de CINVESTAV-LTI:
https://www.tamps.cinvestav.mx/~wgomez/toptamps/tutorial. pdf

Heath, N. (14 de Septiembre de 2018). zdnet. Obtenido de zdnet:
https://www.zdnet.com/article/what-is-machine-learning-everything-you-need-to-
know/

Hernandez, R., Fernandez, C., & Baptista, P. (2010). Metodologias de la investigacion.
Mexico D.F: The McGraw-Hill Companies, Inc.

Lantz, B. (2015). Machine Learning with R. Birmingham B3 2PB, UK.: Packt Publishing
Ltd.

Maini, V. (19 de Agosto de 2017). Medium. Obtenido de Medium:
https://medium.com/machine-learning-for-humans/supervised-learning-
740383a2feab

Matich, D. J. (Marzo de 2001). Redes Neuronales: Conceptos basicos y aplicaciones.
Rosario. Obtenido de Google Academico.

Nevela, K. (2017). The Machine Learning Primer. SAS Best Practices e-book, 15.
Obtenido de Aws: https://s3.amazonaws.com/baypath/files/resources/machine-
learning-primer-108796.pdf

Paluszek, M., & Thomas, S. (2017). MATLAB Machine Learning. New Jersy: Apress.

Paredes, P. (Ocubre de 2008). UNA PROPUESTA DE INCORPORACION DE LOS
ESTILOS DE APRENDIZAJE A LOS MODELOS DE USUARIO EN SISTEMAS
DE ENSENANZA ADAPTATIVOS. Madrid, Espana.

Promeéxico. (s.f.). MEXICO INVESTMENT MAP. Obtenido de MEXICO INVESTMENT
MAP:
http://mim.promexico.gob.mx/work/models/mim/Resource/152/1/images/machine-
learning.pdf

45



SEMAR. (2005). gob.mx. Obtenido de gob.mx:
https://www.gob.mx/cms/uploads/attachment/file/133491/METODOLOGIA_DE_IN

VESTIGACION.pdf

Smith, J. (2017). Machine Learning with Neural Networks using Matlab. CreateSpace
Independent Publishing Plataform.

Tancara Q. , C. (s.f). La investigacion documental. Revistas Bolivarianas, 92.

The MathWorks,Inc. (2018). MathWorks. Obtenido de MathWorks:
https://la.mathworks.com/products/statistics.html

Venkataraman, S. (2017). System Design for Large Scale Machine Learning. Berkeley,
California.

46






ANALISIS DEL URKUND

URKUND

Urkund Analysis Result

Analysed Document: PROPUESTA ANDRADE-CANAR.docx (D44239881)
Submitted: 11/19/2018 9:26:00 PM

Submitted By: jortizm2@unemi.edu.ec

Significance: 1%

Sources included in the report:
CAPITULO IL.docx (D10607583)

Instances where selected sources appear:

2



REPUBLICA DEL ECUADOR

REGISTRO DE ACOMPANAMIENTOS
Inicio: 10-07-2018 Fin 15-01-2019

FACULTAD CIENCIAS DE LA INGENIERIA

CARRERA: INGENIERIA EN SISTEMAS COMPUTACIONALES

Linea de A

investigacion: PROCESAMIENTO Y ANALISIS DE DATOS.

TEMA: PROCESAMIENTO DE DATOS MEDIANTE MACHINE LEARNING DE MATLAB

ACOMPANANTE: ORTIZ MATA JHONNY DARWIN

Milagro, 11 de enero del 2019

DATOS DEL ESTUDIANTE
N° APELLIDOS Y NOMBRES CEDULA CARRERA
INGENIERIA EN SISTEMAS
1 ANDRADE RAMQS ROXANA ELIZABETH 0931412225 COMPUTACIONALES
N INGENIERIA EN SISTEMAS
2 CANAR ZUMBA JUAN CARLOS 0302254776 COMPUTACIONALES
N° FECHA HORA N° HORAS DETALLE
1 2018-20-09 | Inicio: 15:00 p.m. | Fin: 17:00 p.m. 2 ASIGNACION DE TEMA Y LINEAMIENTOS PARA EL PROYECTO DE TITULACION
2 | 2018-27-09 | Inicio: 16:00 p:m. | Fin: 18:00 p.m. 2 BASE BIBLIOGRAFICA PARA LOS CAPITULOS 1Y 2
3 | 2018-19-10 | Inicio: 18:00 p.m. | Fin: 20:00 p.m. 2 ESTRUCTURA DE LA TESINA POR CAPITULOS Y TEMAS Y SUBTEMAS
4 2018-26-10 | Inicio: 14:15 p.m. | Fin: 18:15 p.m. 4 REVISION DE CAPITULOS 1Y 2
5 | 2018-05-11 | Inicio: 13:14 p.m. | Fin: 17:14 p.m. 4 REVISION DE METODOLOGIA Y DESARROLLO DEL TEMA
6 | 20184211 | Inicio: 17:14 p.m. | Fin: 21:14 p.m. 4 EAEXéS?—;ISEJsDEENCﬁ[THEO 4 DESARROLLO DEL TEMA DE PROCESAMIENTO DE
7 | 2018-19-11 | Inicio: 14:14 p.m. | Fin: 16:14 p.m. 2 REVISIONES Y COMENTARIOS FINALES, PASO DE PROGRAM ANTIPLAGIO

REABANCHEZ VICTOR HUGG
DIRECTOR(A)

8-
o!Q 5\7 e 2 8
o =4
ANDRADE RAMOS ROXANA ELIZABETH CANAR ZUMBA JUAN CARLOS =
ESTUDIANTE ESTUDIANTE '§
.
VISION MISION
Direccion: Cdia. Uniffersitaria Km. 1 1/2 via km. 28 8sr una universidad de docencia e investigacion. La }JNEMI forma prufmnabs_mmpsturiu con
Gonmutador: (04) 2715081 - 2715079 Ext. 3107 B e L m‘j’;‘“ "‘“:Mm:
T!m (04) 2715187 demanda e! ssclor exismo, contnbuyends af
Milagro * Guayas * Ecuador desarrollo de la saciedad.

GTA UNEMI Pagina 1/1



FOTO DE TUTORIAS ESTUDIANTE TUTOR




	uno.pdf (p.1-3)
	1.pdf (p.1-2)
	derechos de autor.pdf (p.3)

	3.pdf (p.4-60)
	3.pdf (p.1-7)
	4.pdf (p.8-55)
	Untitled.pdf (p.1-2)
	IND1.pdf (p.1)
	IND2.pdf (p.2)

	4.pdf (p.3-48)

	5.pdf (p.56-57)
	5.pdf (p.1)
	6.pdf (p.2)


	Untitled.pdf (p.61-62)
	registro de acompañamiento.pdf (p.1)
	5.pdf (p.2)


